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Аннотация. Поскольку мозг — это чрезвычайно сложная гиперсеть взаимодействующих между собой макроскопиче-
ских подсетей, проведение полномасштабного анализа его активности представляется труднейшей задачей. Тем не
менее эту задачу можно существенно упростить, анализируя соответствие различных паттернов макроскопической
активности мозга, например, на снимках функциональной магнитно-резонансной томографии (фМРТ), выполнению
тех или иных когнитивных задач или патологическим состояниям. Цель данной работы — предложить и протести-
ровать метод представления данных фМРТ в виде графов, которые отражают в себе полезную для последующей
классификации информацию о взаимосвязях активности областей мозга. Методы. В данной работе исследуется
возможность применения синолитических сетей в анализе мозговой активности. В частности, был предложен метод
построения графа, вершины которого отражают значения вокселей фМРТ, а ребра и веса ребер отражают взаимосвязи
между вокселями фМРТ. Результаты и Заключение. На основе классификации фМРТ данных по характеристикам
графов была показана эффективность метода на основе синолитических сетей в выявлении и передаче важной для
классификации информации при построении графов.

Ключевые слова: когнитивные процессы, функциональная магнитно-резонансная томография, синолитические сети,
графы, классификация, машинное обучение.
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Abstract. Because the brain is an extremely complex hypernet of interacting macroscopic subnetworks, full-scale analysis
of brain activity is a daunting task. Nevertheless, this task can be greatly simplified by analysing the correspondence
between various patterns of macroscopic brain activity, for example, through functional magnetic resonance imaging (fMRI)
scans, and the performance of particular cognitive tasks or pathological states. The purpose of this work is to present and
validate a methodology of representing fMRI data in the form of graphs that effectively convey valuable insights into the
interconnectedness of brain region activity for subsequent classification purposes. Methods. This paper explores the application
of synolitic networks in the analysis of brain activity. We propose a method for constructing a graph, the vertices of which
reflect fMRI voxels’ values, and the edges and edge weights reflect the relationships between fMRI voxels. Results and
Conclusion. Based on the classification of fMRI data by graph properties, the effectiveness of the method in conveying
important information for classification in the construction of graphs was shown.
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Введение

Функциональная магнитно-резонансная томография или фМРТ — разновидность магнитно-
резонансной томографии, которая проводится с целью измерения изменений в токе крови, вызван-
ных нейронной активностью головного мозга [1]. В основе этого метода лежит предположение,
что мозговой кровоток и активность нейронов связаны между собой: при увеличении активности
нейронов приток крови к содержащей их области увеличивается, при падении — уменьшается.
Таким образом, фМРТ позволяет определить активацию макроскопических областей головного
мозга (с примерным линейным размером в несколько миллиметров) во время его функцио-
нирования под влиянием различных факторов и при различных патологических состояниях.
На сегодняшний день это один из самых используемых инструментов исследования когнитив-
ных процессов в мозге и активно развивающихся и общепринятых методов нейровизуализации
(см., например, [2]). Так, при нейровизуализации изображение строится в виде сетки точек (воксе-
лей) в объеме, которое затем преобразуется в свернутое двумерное многообразие в трехмерном
пространстве [3], что позволяет отразить активность различных отделов головного мозга.

Поскольку мозг — это чрезвычайно сложная гиперсеть взаимодействующих между собой
макроскопических подсетей, проведение полномасштабного анализа его активности представляет-
ся труднейшей задачей. Тем не менее эту задачу можно существенно упростить, анализируя соот-
ветствие различных паттернов макроскопической активности мозга, например, на снимках фМРТ,
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выполнению тех или иных когнитивных задач или патологическим состояниям. В частности,
один из действенных методов исследования функциональной роли областей мозга основывается
на построении модели классификации между двумя разными режимами мозговой активности и
оценки того, как сильно изменяется точность классификации при использовании доступных или
недоступных данных об активности конкретной области мозга для модели [4]. При решении
подобных задач наиболее эффективными оказываются графовые нейронные сети [4, 5]. Для
построения графов таких сетей в вершинах отражают отобранные признаки данных, а веса ребер
показывают взаимосвязи между признаками. К настоящему моменту в задачах классификации
мозговой активности уже используются методы представления фМРТ данных в виде графов
(см., например, работы [4, 6, 7]). Но для отражения взаимосвязей между областями мозга в таких
графах используют довольно простые классические методы, например, линейную корреляцию
Пирсона или частную корреляцию [4, 7]. Несмотря на то, что эти методы выявляют скорре-
лированность признаков, такая корреляция, сама по себе, не несет полезной информации для
классификации. В этой статье мы предлагаем устранить этот недостаток и доработать методы
репрезентации данных. Таким образом, цель нашей работы — предложить и протестировать метод
представления фМРТ данных в виде графов, которые отражали бы значимую для последующей
классификации информацию о взаимосвязях между областями мозга. Этот метод мы назвали
синолитическим, так как он был вдохновлен синолитическими сетями, позволяющими применять
методы анализа графов к многомерным сложным данным [8]. Здесь мы рассматриваем простей-
ший случай, при котором будем различать только два режима мозга, или другими словами, когда
стоит задача бинарной классификации. Такая классификация может проводиться как на основе
характеристик [6] графов, так и на основе их топологии [4]. В этой работе мы концентрируемся
на классификации на основе характеристик графов.

1. Методы

1.1. Векторизация фМРТ данных. Результатом сканирования мозга испытуемого, после
предварительной обработки данных, является состоящее из вокселей объемное трехмерное
изображение, изменяющееся во времени. Воксель — элемент объёмного растрового изображения,
аналог пикселя в двухмерном изображении. Значение вокселя фМРТ в конкретный момент
времени отражает объем крови (уровень оксигенации) в данной области мозга.

Множество данных фМРТ будем обозначать Ω, а множество режимов мозговой активно-
сти — Σ = {I, II}. Пусть (̃︀Ω, ̃︀Σ) = {(ω𝑛, σ𝑛)}𝑛 — конечная выборка из (Ω,Σ), необходимая для
построения и обучения метода. Представим снимок фМРТ ω ∈ Ω в памяти компьютера как
четырехмерный массив 𝑎 действительных неотрицательных чисел, где первые три индекса 𝑥, 𝑦, 𝑧
фиксируют положение вокселя фМРТ, а четвертый индекс 𝑡 фиксирует время. Таким образом,
через 𝑎𝑥𝑦𝑧𝑡 обозначается воксель с индексами 𝑥, 𝑦, 𝑧 в момент времени 𝑡, а через 𝑎𝑥𝑦𝑧 — все
значения вокселя с индексами 𝑥, 𝑦, 𝑧. Далее, в случае необходимости индексации вокселей одним
числом, полагаем, что все воксели в пространстве проиндексированы в порядке их представления
в изображении.

1.2. Метод представления фМРТ данных в виде графа. Каждая вершина в графе
отражает воксель в фМРТ данных, ребра между вершинами и веса ребер отражают взаимосвязи
между вокселями. На основе массива 𝑎 построим граф 𝑔 = (𝑉,𝐸,𝑅,𝑊 ), где 𝑉 = {𝑣𝑖}𝑖 —
множество вершин, 𝐸 = {𝑒𝑖𝑗}𝑖𝑗 — множество неориентированных ребер, 𝑅 = {𝑟𝑖}𝑖 — множество
значений вершин, 𝑊 = {𝑤𝑖𝑗}𝑖𝑗 — множество весов ребер, 𝑣𝑖 — вершина, отражающая воксель 𝑖,
𝑒𝑖𝑗 — ребро, отражающее связь между вокселями 𝑖 и 𝑗, 𝑟𝑖 — значение вершины 𝑣𝑖, 𝑤𝑖𝑗 — вес
ребра 𝑒𝑖𝑗 .
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Как было сказано выше, вершина 𝑣𝑖 соответствует вокселю 𝑖, и у нее есть значение 𝑟𝑖.
Фактически, в нашем случае, воксель 𝑖 — это временной ряд с множеством значений. Для
вычисления 𝑟𝑖 в методе используется статистика 𝑇 , которая преобразовывает все значения вокселя
в одно число. Таким образом, можно ввести новый трехмерный массив 𝑎𝑇 = 𝑇 (𝑎), то есть для
∀𝑥, 𝑦, 𝑧 𝑎𝑇𝑥𝑦𝑧 = 𝑇 (𝑎𝑥𝑦𝑧). Значения массива 𝑎𝑇 и используются в качестве значений вершин 𝑅.
Сама статистика 𝑇 выбирается исходя из результатов тестирования метода. Например, это может
быть среднее значение временного ряда или разница квантилей разного уровня.

Поскольку веса ребер отражают взаимосвязи между вокселями при разных режимах работы
мозга, одной из наиболее важных задач является метод вычисления значения весов ребер 𝑊 .
Определим 𝑤𝑖𝑗 как

𝑤𝑖𝑗 = 𝑃 (σ = 𝐼𝐼|𝑟𝑖, 𝑟𝑗)− 𝑃 (σ = 𝐼|𝑟𝑖, 𝑟𝑗). (1)

Другими словами, вес ребра 𝑤𝑖𝑗 равен разнице вероятностей режимов работы мозга при условии
значений инцидентных ребру вершин. При этом веса ребер могут принимать значения только
от −1 до 1. Соответственно, если вес ребра — отрицательный (𝑤𝑖𝑗 < 0), то ребро 𝑒𝑖𝑗 несет в
себе информацию о том, что наиболее вероятным является режим мозга I. Если вес ребра —
положительный (𝑤𝑖𝑗 > 0), то данное ребро несет в себе информацию о том, что наиболее
вероятным является режим II. Чем больше абсолютное значение веса ребра |𝑤𝑖𝑗 |, тем больше
информации для классификации несет в себе ребро 𝑒𝑖𝑗 . Соответственно, чем ближе к нулю
абсолютное значение веса ребра |𝑤𝑖𝑗 |, тем меньше информации оно несет.

На практике для вычисления таких вероятностей мы будем использовать вероятностные
классификаторы 𝐶𝑙𝑖𝑗 : {σ|(𝑟𝑖, 𝑟𝑗), {(𝑟𝑛𝑖 , 𝑟𝑛𝑗 )}𝑛, {σ𝑛}𝑛} → [0, 1], которые обучаются на имеющейся

выборке (̃︀Ω, ̃︀Σ). Перепишем формулу (1) так:

𝑤𝑖𝑗 = 𝐶𝑙𝑖𝑗(σ = 𝐼𝐼|(𝑟𝑖, 𝑟𝑗), {(𝑟𝑛𝑖 , 𝑟𝑛𝑗 )}𝑛, {σ𝑛}𝑛)−
−𝐶𝑙𝑖𝑗(σ = 𝐼|(𝑟𝑖, 𝑟𝑗), {(𝑟𝑛𝑖 , 𝑟𝑛𝑗 )}𝑛, {σ𝑛}𝑛).

(2)

Таким образом, для каждого ребра 𝑒𝑖𝑗 требуется обучить свой вероятностный классификатор
𝐶𝑙𝑖𝑗 для последующего вычисления весов ребер 𝑊 . Выбор типа классификаторов {𝐶𝑙𝑖𝑗}𝑖𝑗 мы
обсуждаем в разделе 2.2.

1.2.1. Топология графа. Выбрав метод вычисления значений вершин 𝑅 и значений весов
ребер 𝑊 , перейдем к описанию топологии графа. Как правило, при построении синолитических
сетей строится полный граф, что позволяет учитывать взаимодействия между всеми элементами
сети. В случае данных фМРТ вершин в графе оказывается слишком много. Это в свою очередь
приводит к большому количеству ребер при построении полного графа, и метод требует огромной
вычислительной мощности. Например, при разрешении фМРТ 100×100×100 вокселей, в полном
графе будет 1 000 000 вершин и 499 999 500 000 ребер. При этом для каждого ребра 𝑒𝑖𝑗 необходимо
обучать свой классификатор 𝐶𝑙𝑖𝑗 .

Вместо полного графа мы предлагаем построить граф-сетку, то есть такой граф, в котором
ребра связывают соседние воксели. Два вокселя считаются соседними, если у них есть общая
сторона, ребро или угол. То есть внутренний воксель (𝑥𝑦𝑧) связан с вокселями из множества
{(�̂�𝑦𝑧) : �̂� ∈ {𝑥−1, 𝑥, 𝑥+1}, 𝑦 ∈ {𝑦−1, 𝑦, 𝑦+1}, 𝑧 ∈ {𝑧−1, 𝑧, 𝑧+1}, (�̂�𝑦𝑧) ̸= (𝑥𝑦𝑧)}. При такой
топологии графа ресурсные затраты сокращаются с 𝑂(𝑛2) до 𝑂(𝑛), где 𝑛 — число вокселей.

Поскольку в фМРТ изображается не только мозг, но и пространство вокруг головы испы-
туемого, следует удалить из графа ребра, которые инцидентны с вершинами, значения которых
ниже порогового значения 𝑟. Такие ребра не несут полезной информации для классификации, так
как связаны с вершинами, ассоциированными с вокселями, находящимися вне мозга. Также из
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графа следует удалить ребра, абсолютное значение веса которых ниже порогового значения 𝑤.
Ребра, в которых |𝑤| ≈ 0, могут появиться только в двух случаях. В первом случае они могут
быть связаны с вершинами, ассоциированными с вокселями, которые неактивны ни в одном из
двух режимов мозговой активности. Во втором — они могут быть связаны c вершинами, ассоции-
рованными с вокселями, которые в равной степени принимают участие в работе мозга в обоих
режимах, поэтому связывающие их ребра не несут полезной информации для классификации.
Таким образом, из графа 𝑔 удаляются ребра из множества {𝑒𝑖𝑗 : 𝑟𝑖 < 𝑟|𝑟𝑗 < 𝑟| |𝑤𝑖𝑗 | < 𝑤}𝑖𝑗 .
Параметр 𝑟 выбирается исходя из того, какое значение аппарат фМРТ присваивает вокселям вне
мозга. Как правило, это положительное близкое к нулю число. Параметр 𝑤 влияет на значимость
ребер, которые остаются в графе 𝑔. Чем больше 𝑤, тем больше ребер будет удалено.

В результате этих процедур у каждого внутреннего вокселя остается не более 26 соседей.
Соответственно степени вершин в графе не больше 26.

1.3. Классификация на основе характеристик графа. После построения графа 𝑔 вы-
числяются его характеристики {𝑓𝑢}𝑢 = {𝐹𝑢(𝑔)}𝑢. Таким образом, от графа остается последова-
тельность чисел {𝑓𝑢}𝑢. В качестве характеристик графа {𝐹𝑢(𝑔)}𝑢 могут выступать среднее весов
ребер, дисперсия весов ребер, количество компонент связности и так далее. На основе характери-
стик {𝑓𝑢}𝑢 происходит итоговая классификация фМРТ данных ω с помощью классификатора 𝐶𝑙,
который был обучен на выборке {{𝑓𝑛

𝑢 }𝑢}𝑛.
Характеристики {𝐹𝑢(𝑔)}𝑢 выбираются по результатам работы метода на тренировочной

выборке. Выбор характеристик {𝐹𝑢(𝑔)}𝑢 и типа классификатора 𝐶𝑙 мы обсудим в разделе 2.2.

2. Результаты

2.1. Данные. Метод был протестирован на данных исследования [9], при котором данные
фМРТ регистрировались во время просмотра испытуемыми изображений объектов (эксперимент
с наблюдением) или воображения объектов с закрытыми глазами (эксперимент с воображением).
В эксперименте с наблюдением использовались 1200 изображений из 150 категорий объектов
(по 8 изображений на каждую категорию). Каждое изображение демонстрировалось испытуе-
мому один раз. Для каждого испытуемого было проведено 24 цикла фМРТ сканирования. Все
изображения были взяты из ImageNet (http://www.image-net.org, выпуск осень 2011), крупно-
масштабной базы данных изображений. Во время эксперимента с наблюдением испытуемые
выполняли задание на повторение изображения в обратном порядке (по 5 попыток в каждом
цикле), демонстрировалось 55 изображений в цикле. В эксперименте с воображением испытуе-
мые должны были визуально представлять последовательность из 25 объектов. Каждый объект
принадлежал одной из 50 категорий. Для каждого испытуемого было проведено 20 циклов фМРТ
сканирования.

Фактически, в рамках данного эксперимента можно выделить два режима, в которых функ-
ционирует мозг испытуемого. Первый режим наблюдается, когда испытуемому последовательно
показывают 55 блоков, 50 из которых — это различные между собой изображения, 5 — повторяют
предшествующую картинку. Если испытуемый видит повторную картинку, он должен нажать
на кнопку. Во втором режиме мозг испытуемого находится, когда его просят последовательно
представить 25 объектов. После представления каждого объекта испытуемого просят оценить по
пятибалльной шкале степень ясности образа, который он представил, с помощью нажатия соот-
ветствующих кнопок. В рамках данной работы мы оцениваем эффективность нашего метода по
классификации двух режимов мозга по фМРТ: при эксперименте с наблюдением и эксперименте
с воображением.
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Таблица 1. Выборка, разделение на тренировочную и тестовую части.
Режим зрительного восприятия обозначен как «seen», режим

представления — как «imagined»
Table 1. Sample, division into training and test parts. The visual mode is

marked as “seen”, the imagined mode is marked as “imagined”

seen imagined
training test training test

sub-01 17 7 14 6 44
sub-02 17 7 14 6 44
sub-03 17 7 14 6 44
sub-04 17 7 14 6 44
sub-05 16 8 14 6 44

84 36 70 30
220

120 100

В сборе данных участвовало 5 испытуемых, у каждого было просканировано в разные
дни 44 фМРТ в двух режимах, из которых 24 в режиме зрительного восприятия и 20 в режиме
представления. Последовательности изображений и объектов у одного и того же испытуемого
были различны между собой. Выборка была разделена таким образом, что 30% выборки каждого
режима для каждого индивида попадает в тестовую часть и 70% в обучающую. В табл. 1
представлена информация о выборке фМРТ и о ее разделении на тестовую и обучающую части.

Особенностью данных является то, что они получены для 5 испытуемых, и для каждого из
них они разбиты на тестовую и тренировочную части. Такой подход не позволяет утверждать,
что эффективность метода была протестирована на независимых данных. Однако он позволяет
проверить, возможно ли предсказать поведение человека, на котором метод обучался.

Оригинальный размер вокселя в фМРТ данных был 3×3×3 мм3, для уменьшения затрат
вычислительных ресурсов и сглаживания индивидуальных особенностей строения мозга качество
фМРТ данных было понижено до 10×10×10 мм3.

2.2. Выбор и настройка параметров. В качестве статистики 𝑇 для вычисления 𝑎𝑇 были
протестированы следующие статистики: среднее значение временного ряда, медианное значение
временного ряда, минимальное значение временного ряда, максимальное значение временного
ряда, разница максимального и минимального значений временного ряда, квантиль временного
ряда уровня 10%, квантиль временного ряда уровня 90%, разница квантилей временного ряда
уровней 90% и 10%. Лучший результат Метода был получен, когда в качестве статистики 𝑇

выбиралось медианное значение.
В качестве классификаторов {𝐶𝑙𝑖𝑗}𝑖𝑗 для подсчета весов ребер 𝑊 были использованы

вероятностные классификаторы из библиотеки scikit-learn [10]. В их основе лежит метод опорных
векторов с радиально-базисным ядром со стандартными для этого метода параметрами. Клас-
сификатор 𝐶𝑙 для итоговой классификации на основе характеристик графов был также взят из
библиотеки scikit-learn. Он построен на базе метода опорных векторов с радиально-базисным
ядром со стандартными для этого метода параметрами.

В качестве характеристик графов {𝐹𝑢(𝑔)}𝑢 выбраны среднее значение весов ребер, кван-
тиль весов ребер уровня 10%, квантиль весов ребер уровня 90% и стандартное отклонение
весов ребер. Графики распределений этих характеристик для всей выборки, когда 𝑇 — ме-
дианное значение вокселя, 𝑟 = 1, 𝑤 = 0, представлены на рис. 1. Как можно заметить,
распределения характеристик при разных режимах мозговой активности отличаются друг от друга
смещением, что должно привести к успешной классификации.
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Рис. 1. Распределения характеристик графов для всей выборки фМРТ, когда в качестве статистики 𝑇 было выбрано
медианное значение вокселя (𝑟 = 1, 𝑤 = 0). Режим зрительного восприятия обозначен как «seen», режим представле-
ния — как «imagined» (цвет онлайн)

Fig. 1. Distributions of the properties of graphs for the entire fMRI sample when 𝑇 is the median value of voxel (𝑟 = 1,
𝑤 = 0). The visual mode is marked as “seen”, the imagined mode is marked as “imagined” (color online)

Таблица 2. Матрица классификации для случая, когда
в качестве статистики 𝑇 было выбрано медианное
значение вокселя (𝑟 = 1, 𝑤 = 0.2). Режим зритель-

ного восприятия обозначен как «seen», режим
представления — как «imagined»

Table 2. The classification matrix for the case when the
median voxel value was chosen as function 𝑇 (𝑟 = 1,
𝑤 = 0.2). The visual mode is marked as “seen”, the

imagined mode is marked as “imagined”

seen imagined
seen 36 0

imagined 1 29

2.3. Точность классификации. Точ-
ность метода при всех описанных выше различ-
ных способах вычисления 𝑎𝑇 оказалась очень
высокой: она не опускалась ниже 90%. Лучший
результат классификации был получен, когда
статистика 𝑇 была выбрана как медианное зна-
чение временного ряда (𝑟 = 1, 𝑤 = 0.2, мат-
рица классификации представлена в табл. 2).
В этом случае точность составила 98.5%.
Это позволяет рекомендовать данную стати-
стику для использования в последующих ис-
следованиях.

Заключение

В данной работе реализован и протестирован метод представления фМРТ данных в виде си-
нолитических графов. Классификация на основе характеристик графа показала высокую точность,
из чего можно сделать вывод об эффективности метода в передаче важной для классификации
информации при построении графов. Также была продемонстрирована эффективность синолити-
ческих сетей в анализе данных о мозге, и предложен новый метод вычисления связности областей
мозга, который, в отличие от классических методов подсчета корреляции, несет полезную для
последующей классификации информацию. Фактически мы показали, что классификация может
проводиться уже на основе одних только весов ребер. Наилучшие результаты были достигнуты
при использовании статистики 𝑇 в виде медианного значения временного ряда.
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Дальнейшее развитие метода предполагает предшествующую классификации кластериза-
цию вокселей и связывание вершин не с вокселями, а с множествами соседних вокселей. Также
есть возможность сохранять большее количество информации, которую несет в себе временной
ряд 𝑎𝑥𝑦𝑧 . Для этого в методе предполагается использовать не одну функцию 𝑇 при вычислении
значений вершин 𝑅, а множество функций {𝑇𝑘}𝑘. Тогда вершина в графе будет содержать в себе
несколько значений, что должно привести к улучшению получаемых результатов.
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